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1 はじめに

SemEval共有タスク 2014 [1]および 2015 [2]で提案
された意味依存構造解析 (semantic dependency parsing,
SDP)は、単語同士の意味的な関係を有向非巡回グラ
フで表現する意味解析で、従来の依存構造解析より柔

軟に文の意味的な構造を表現できる。意味依存構造解

析のグラフは、意味上の述語 (semantic predicates)と
なる単語から意味上の項 (semantic arguments)となる
単語への有向エッジの集合である。その大きな特徴と

して、単語が複数の主辞 (head)単語を持ちうることが
挙げられる。例えば、“The man went back and spoke to
the desk clerk.”という英文について、単語 “man”は 2
つの動詞 “went”と “spoke”の意味上の主語となりう
る。意味依存構造解析では、この関係は 2つの述語か
ら項である単語 “man”へ向かう 2本の有向エッジと
して表現される。つまり単語 “man” の主辞は複数あ
り、この点が文法的な構文木とは大きく異なる。意味

依存構造解析は言語学上の違いから DM、PAS、PSD
の 3 形式のデータセットが用意されている。PAS は
Enju [3]から作られており、依存構造解析に比較的近
いとされる [4]。図 1にそれぞれの形式での意味依存
構造グラフを示している。

本研究では、意味依存構造解析の解決のために反復

的意味述語選択 (iterative predicate selection, IPS)によ
る意味依存構造解析を提案する。IPSアルゴリズムは、
従来手法であるグラフに基づく構造解析と遷移に基づ

く構造解析の両方の性質を併せ持ち、意味依存構造解

析グラフ内部の複数の意味的な主辞を解決することが

できる。本研究では、この IPSアルゴリズムに基づく
モデルを作成し、DM、PAS、PSDの 3形式のマルチ
タスク学習 [4]を行うと同時に、方策勾配法 [5]による
深層強化学習手法により学習した。IPSモデルに強化
学習を用いることで、モデルは意味依存解析を行う順

序を学習中に決定できる。提案手法では SemEval2015
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図 1: DM、PAS、PSDの各形式における意味依存構造
解析のグラフ

タスク 18のドメイン内データセットで世界最高性能
を達成した。また、この手法により深層強化学習させ

たモデルは解析において自発的に平易優先 (easy-first)
戦略を取ることを確認した。

本論文の貢献は以下のようにまとめられる。(i) 意
味依存構造解析に対する新しい解析手法である IPSア
ルゴリズムを提案した、(ii) IPSアルゴリズムに対し
方策勾配法による強化学習を提案した、(iii) 3つの意
味依存構造形式に対する新しい世界最高性能を達成し

た、(iv)強化学習により学習されたモデルは自発的に
平易優先戦略を取ることを確認した。

2 関連研究

依存文法解析手法は、遷移に基づく解析とグラフに

基づく解析の 2つに大別される。2つの手法はそれぞ
れ異なる特徴を持つ。遷移に基づく解析では、文を先

頭から処理していくため、最初の誤りが後の解析ま

で影響する誤差伝播の問題を抱えており、他方、グラ

フに基づく解析では、単語間の係り受けスコア付き完

全グラフをまず作成し、最終的な構文木やグラフを得

るためにはスコアの学習とは関係のない最大全域木

やAD3のようなアルゴリズムを使用する必要がある。

本論文で提案する IPS アルゴリズムは、Zhang et al.
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図 2: ニューラルネットワークモデル。 (a)単語の隠れ表現 hi と主辞候補の隠れ表現 hj のエンコーダと遷移確率

を計算するための多層パーセプトロン。(b)意味依存関係を表現するテンソルとそのエンコーダ。(b)では列に主辞
候補、行に単語が並べられている。この各要素は、主辞候補の分散表現に対応するベクトルである。

(2017)等による主辞選択 (head-selection)構文解析 [6]
を改良し、反復的な手法により意味依存解析グラフを

作成するアルゴリズムである。本アルゴリズムでは遷

移に基づく解析を行いながら、グラフに基づく解析の

ように単語間の大域的なスコア付けを行う。提案手法

では、さらに深層強化学習を利用することで、誤差伝

播問題に対処すると共に、モデル自身が文の解析順序

を決定することができる。関連研究としてGoldbergと
Elhadad (2010)による平易優先構文解析 [7]がある。

3 提案手法

3.1 反復的意味述語選択

本論文では、依存構造解析における主辞選択モデ

ル [6]に基づいて、意味依存構造解析モデルを提案す
る。意味依存構造解析においては、通常の依存構造解

析と異なり、ある単語は複数の意味上の述語に対する

意味上の項となりうる。つまりある単語に対する主辞

の数は 0を含む自然数個となる。この関係を処理する
ため、提案アルゴリズムである反復的意味述語選択で

は、各時刻に文中の全ての単語に対して遷移操作を行

う。文中の i番目の単語wiに対し、モデルは遷移操作

tτi ∈ T τ
i を行う。τ は遷移を行う時刻 (ただし τ ∈ N)

である。単語 wi に対する全遷移操作 Ti は

{NULL,ARCi,ROOT,ARCi,1, · · · ,ARCi,n}

と定義され ARCi,j は j 番目の単語から i番目の単語

へ有向エッジを作る操作、すなわち、意味的な述語wj

から意味的な項wiへの関係付けに対応する。NULLは

有向エッジを作成しないという操作に対応する。実際

に時刻 τ において単語wiに対して可能な遷移操作 T τ
i

は、Tiの部分集合であり、それらの遷移操作は、どの

時刻 τ でも可能な NULL操作を除いて、(i) 各単語は
自分自身への有向エッジを作れない、 (ii)作成された
グラフは作成済みの部分グラフ yτ に含まれない、と

いう条件を満たすものである。

モデルは意味依存構造解析のグラフを以下の順序で

作成する。

1 全ての単語 w∗ に対し、T τ
∗ から操作を選択する。

2 選択された操作に基づき、意味依存構造グラフを更
新する。

3 全ての単語に対し NULL操作が選択された場合、解

析は終了する。そうでない場合、1に戻る。

このアルゴリズムでは、最終的な解析グラフが得られ

るまでに複数の経路が存在する。例えば、図 1の DM
のグラフ作成にて、単語 “man”の意味的な主辞 “The”、
“went”および “spoke”からのエッジのうち、どれを先
に作成するかは任意である。ただし、意味依存構造解

析においては、いくつかのエッジは比較的簡単に解決

可能と考えられる。例えば “The”と “man”を結ぶエッ
ジは比較的わかりやすい。他方、長い距離を結ぶエッ

ジは、比較的に解決が難しいと考えられるが、同時に

文の構造に関する重要な情報を含んでいると考えられ、

どのようなエッジを先に作成させるかはモデルの判断

に任せるべきであると言える。

3.2 ニューラルネットワークモデル

図 2はニューラルネットワークモデル全体を表して
いる。モデルは、文のエンコーダと構築中の意味依存

構造解析のグラフのエンコーダ、および遷移操作を選

択する多層パーセプトロンからなる。
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文のエンコーダ 3層双方向 LSTMを使用し、文内の
単語の分散表現を得る。これは遷移により変化しない。

意味依存グラフのエンコーダ 係り受けを持つ単語の

ベクトルを主辞の単語ごとに並べた 3階のテンソルを
作成し、各時刻ごとに双方向 LSTMを使用して各単
語の主辞単語の表現を得る。遷移ごとに変化する。

意味上の述語選択モデル 主辞選択モデルとして 2層
パーセプトロンと主辞候補全体への softmaxを用いる。
ラベル付モデル 多層双方向 LSTMのエンコーダーと
2層パーセプトロンからなる係り受けエッジのラベル
予測モデルである。上のモデルとは独立に学習する。

教師あり学習においては、複数の正解エッジが存在

する場合、エポックごとにランダムに選択された順番

で学習される。

3.3 強化学習

方策勾配法 強化学習は、ある動的な環境に対して、

将来的に環境から得られる報酬を最大化させるために、

各時刻に何らかの動作を行うことを繰り返して学習す

るモデルである。本提案手法においては、環境はモデ

ルが作成している意味依存グラフを含み、各時刻の動

作は遷移操作 tτi に対応する。報酬は、モデルが作成

している意味依存グラフおよび正解の構文グラフ yg

から与えられる。本研究においては、IPSアルゴリズ
ムの学習にWilliamsによる方策勾配法 [5]の変種を使
用する。強化学習の目的関数は、時刻 τ での i番目の

単語に対する報酬 rτt の期待値として

J(θ) = Eπ [r
τ
i ] (1)

である。この目的関数の微分の計算では、ある方策 π

下での期待値 Eπ を計算する際に、ネットワークの出

力 pi からサンプルされた単一の遷移経路に対する平

均で近似する:

∇J(θ) ≈
∑
tτi ∈t

[rτi ∇ log pi(t
τ
i |yτ )] (2)

なお、これは方策勾配定理の表現の一つである。

時刻 τ の i番目の単語に対して、 モデルは遷移確

率 πに従い、可能な遷移 Ti のなかからひとつの遷移

tτi をサンプルする。サンプルされた tτi に基づき、モ

デルは意味依存グラフを yτ+1に更新し、報酬を計算

する rτi。すべての単語に対し、NULL遷移が最も確か

らしい遷移となった場合、もしくは、予め定められた

最大遷移数（典型的には 10）を超過した場合には、学
習は終了する。その後、各時刻にサンプルされた遷移

と報酬からパラメータを更新する。

報酬 遷移

rτi = 1 (1)モデルが i番目の単語から主辞への
正しいエッジを作成した。
(2)モデルが i番目の単語から主辞への
全ての正しいエッジのみ作成後、NULLを
選択した際、その最初の 1回目。

rτi = −1 (3)モデルが i番目の単語に対する間違った
主辞へのエッジを作成した。

rτi = 0 (4)その他のすべての遷移操作

表 1: IPSモデルに対する強化学習の報酬。モデルへの
報酬は単語単位で与えられる。

なお、通常の交差エントロピー誤差による学習との

重要な違いとして、以下の点が挙げられる。(1)強化学
習は遷移に対してサンプリングを行う。これにより、

教師ありモデルが決して辿らない遷移経路を探索でき

る。(2)教師あり学習は、一つ一つの遷移に対してモ
デルを最適化するが、強化学習はモデルが全ての遷移

を終えたあとに最適化を行う。(3)強化学習の報酬は
負値を取りうる。特に (1)と (2)の性質により、特定
の遷移経路に対する報酬付けと最適化が可能となる。

なお、本研究ではあらかじめ教師あり学習で事前学習

を行った上で強化学習を用いる。

報酬 本研究では、各時刻に報酬を受け取る中間報

酬を採用する。本モデルにて、i番目の単語に対し時

刻 τ に与えられる報酬 rτi を表 1に示した。全体とし
て、モデルは正しいエッジを作成した際に+1の報酬、

間違っているエッジを作成した際には−1の報酬を受

け取るが、NULL遷移を選択した場合には、その単語

に対する遷移操作が正しく終了した直後を除いて、正

負いずれの報酬も受け取らない。

4 実験

モデルの実験にはSemEval2015タスク18データセッ
ト [2]を使用した。訓練データセットはWSJコーパス
から取られた 33,964文からなり、開発データセット、
ドメイン内テストセット、Brownコーパスから取られ
たドメイン外テストセットをそれぞれ 1,692文、1,410
文、1,849文ずつ含む。すべての文はDM、PAS、PSD
の各形式でのアノテーションが付けられている。すべ

ての評価は先行研究と同様にミクロ平均されたラベル

付き F値を使用する [4, 8]。
本研究での提案手法は、教師あり学習のみで学習さ

れた IPS+ML、および、強化学習 (RL)を用いて学習
された IPS+ML+RLである。いずれの手法でも、文の

エンコーダの学習に DM、PAS、PSDのマルチタスク
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図 3: 各遷移における新規に作成された係り受けエッジの長さの分布。(a)教師あり学習 (IPS+ML)。(b)強化学習
(IPS+ML+RL)。4本のグラフは、1および 2、3、4回目の遷移にそれぞれ対応する。

ドメイン内テスト DM PAS PSD Avg.

Peng+ 17 Freda3 90.4 92.7 78.5 88.0
Peng+ 18 91.6 - 78.9 -

IPS +ML 91.2 92.4 78.8 88.3
IPS +ML +RL 91.9‡ 92.8‡ 79.3‡ 88.8‡

ドメイン外テスト DM PAS PSD Avg.

Peng+ 17 Freda3 85.3 89.0 76.4 84.4
Peng+ 18 86.7 - 77.1 -

IPS +ML 86.0 88.2 77.2 84.6
IPS +ML +RL 87.2‡ 88.8‡ 77.7‡ 85.3‡

表 2: SemEval 2015データセットにおける実験結果。
(上)ドメイン内テストと (下)ドメイン外テスト。Avg.
は 3つの形式のスコアの重み付き平均。強化学習 (RL)
モデルの ‡は強化学習を使わないモデルに対し、対応
のある t検定を行い p < 10−3 で統計的に優位であっ

たことを示す。

(ML)学習を行っている。比較対象として、グラフに
基づく解析である Peng et al. (2017)および Peng et al.
(2018)を用いた。Peng et al. (2018)は構文情報を用い
ており、構文解析に比較的近いとされる PASは対象と
していない。提案手法では構文情報は用いていない。

表 2に実験結果を示す。強化学習を用いた手法は、
強化学習を用いない手法に対し、全ての形式で統計的

に有意に上回った。また IPSアルゴリズムを用いない
既存手法に対して、構文解析に近いとされる PAS以外
の形式でドメイン内テストで 0.3%、ドメイン外テス
トで 0.5%以上も上回る性能を達成した。さらに驚く
べきとこに、強化学習にて学習されたモデルは、教師

付き学習により学習されたモデルとは異なる解析法を

行うことがわかった。図 3では、強化学習によって学
習されたモデルが、遷移毎に短い係り受けエッジから

処理をしていくことを示している。これは、教師あり

学習には見られず、学習時に暗黙的にも与えていない

ことから、モデルが自発的に学習したと考えられる。

実際には文法的な順序にも影響されると考えられ、発

表では具体的な意味解析例を含めて詳しく議論する。

5 おわりに
本論文では、反復的意味述語選択 (IPS)アルゴリズ
ムを提案し、意味依存構造解析においてその有効性を

実証するとともに、深層強化学習を用いて学習するこ

とで、モデルが自発的に平易優先戦略をとって意味解

析を行うようになることを実験において示した。将来

研究においては深層強化学習を用いたこの手法を応用

し、モデルが本当に必要な構文・意味解析のみを自ら

選択し入力文に適用させる手法で、end-to-endモデル
と構文・意味解析モデルを統合することを目指したい。
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