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1 はじめに
Web検索エンジンにおいて，クエリ訂正はロバスト

な検索を実現する上で重要な技術である．検索エンジ
ンに入力されるクエリの 10%以上が誤りを含むと言わ
れており [3]，これに対処するため，これまで英語の
クエリ訂正手法が幅広く研究されてきた．しかし，英
語以外の言語についてはほとんど着手されていない．
本稿では，日本語を対象とし，クエリ訂正よりさら

に広い概念であるクエリ書き換えのタスクを扱う．日
本語においては，図 1に示すように，多数の文字種お
よびそれらに伴う異表記の問題が顕著であり，クエリ
の訂正は特に難しい課題である．これらの幅広い異表
記を統一的に扱うことは，情報検索のみならず自然言
語処理一般にとって重要であると考えられる．
日本語おける特に深刻な問題として，カタカナによ

る翻字の表記揺れが挙げられる．例えば「fedex」→
「フェデックス」のような翻字よびその逆変換は機械
翻訳に必須の処理であり，カタカナの表記揺れの獲得
に関する多数の研究がなされている (e.g. [7])．一方，
異なる文字種間での表記揺れ全般を統一的に取り扱っ
た手法はこれまでに存在しない．
本稿では，日本語のクエリ訂正・書き換えための汎

用的アプローチを提案する．本アプローチの目的は，
あるクエリに対して書き換え候補を提示することであ
り，これにはスペルミスの訂正だけではなく，例えば
「スパゲティ」と「スパゲッティ」などの異表記 (図 1中
Sp)や，「MS」と「マイクロソフト」のような略語 (図 1
中 Abbr)，「座席」と「シート」のような同義語 (図 1中
Syn)も対象としている1．本アプローチは，綴りおよ
び意味の上での類似度を扱う点において，従来の英語
クエリ訂正手法に基づいているが，入力クエリと綴り
の全く類似していない書き換え候補も扱うことができ
る点においてより汎用的である．意味的な類似度を計
算する際には，意味カーネル法 [6]を用いて，クエリ
書き換えの精度の向上を図る．本稿ではまた，クエリ
と書き換え候補のペアの正解セットを，検索セッショ
ンログから効率的に作成する手法を新たに提案する．

2 関連研究
Webクエリにおいては未知語および新語の問題が顕

著であるため，汎用の辞書に頼った訂正ができないと
いう点で，従来のスペル訂正手法とは大きく異なって
いる．クエリ訂正に関する先行研究 [3]は，辞書ベー
スのスペル訂正は，クエリの訂正には適さないことを
示している．またこの研究では，クエリ訂正を雑音の

∗本研究は，萩原の Microsoft Research でのインターンシップ期
間中に行われた．

1本アプローチによって獲得された書き換え候補は，クエリの書
き換え，拡張，および代替クエリの提示などに用いることができる
が，獲得された候補を情報検索においてどのように用いるかについ
てはタスク依存であり，本稿では議論しない．

漢字Sp: 慶応～慶應Abbr: 東京大学～東大Abbr: 東急東横線～東横線

ひらがなSp: あかしあ～あかしや
アルファベットSp: Ohno~OonoSp: center~centre

カタカナSp: スパゲティ～スパゲッティAbbr: マクドナルド～マックAbbr: ドラゴンクエスト～ドラクエ
Sp: Fedex～フェデックスAbbr: MS～マイクロソフト

Sp: びん～ビンSyn: こよみ～カレンダー
Sp: 乗換～のりかえSp: 花瓶～かびん

Sp:蛋白～タンパクSyn: 座席～シート
Syn: 全日空～ANA

図 1: 日本語における文字種と異表記

ある通信路モデルを用いて定式化し，言語モデルとし
て検索ログから学習した単語バイグラムモデルを，誤
りモデルとして重み付き編集距離を用いている．また，
Brill and Moore [1]は，部分文字列の書き換えを考慮
した汎用的な誤りモデルを提案しており，これにより
高精度なスペル訂正が可能であることを示した．

Li et al. [8]は，Cucerzan and Brill [3]の手法を発展
させ，クエリと訂正候補間の意味的類似度も考慮でき
るモデルを提案している．彼らは，クエリ「adventura」
は，「adventure」ではなく「aventura」のスペルミスで
ある場合が多いが，これを正しく訂正するためには，
語の意味的な類似度に関する知識が必要であることを
指摘した．また，スペル訂正に対する識別モデルを提
案し，従来の生成モデルと比べ訂正精度を改善できる
ことを示した．この結果を受け，本稿においても最大
エントロピー法に基づく識別モデルを用いる．

3 クエリ書き換えモデル
3.1 問題の定式化
本稿では，クエリ書き換えのタスクを，従来のクエ

リ訂正と同様に定式化する．本モデルでは，クエリ文
字列 qを入力として与え，以下の事後確率を最大化す
る c∗ を正しい書き換え候補として出力する：

c∗ = arg max
c∈CF(q)⊂C

P(c|q) (1)

Cは書き換え候補の全体集合であり，本稿では検索ログ
から抽出した空白区切りの語およびそのバイグラムか
ら成る．CF(q)(⊂C)は qの近傍集合であり，CF(q) =
{c ∈C|ED(q,c) < θ}，すなわち，qからある一定の編
集距離以内にある書き換え候補の集合として求める．
実験では正規化無しの編集距離を用い，θ = 24とし
た．この編集距離 EDの詳細は次節で述べる．c∗とし
て入力 qと異なるものが出力された場合，クエリの書
き換えが起こることになり，本モデルにより誤りの検
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出および書き換えが同時に扱えるという利点がある．

3.2 雑音のある通信路モデル
雑音のある通信路モデルは，クエリ訂正の定式化に

広く用いられている [1, 3]．本モデルもこのアプロー
チに従い，式 (1)を，ベイズ則を用いて以下のように
分解する：

c∗ = arg max
c∈CF(q)⊂C

P(c)P(q|c), (2)

ここで，言語モデル P(c)は書き換え候補 c自体の妥当
性を，誤りモデル P(q|c)は qと cの類似度を与える．
言語モデルとしては，英語では単語 nグラムによる

統計的言語モデルが用いられてきた．しかし，日本語
クエリの単語分割は難しいため，本手法ではクエリ文
字列全体を書き換えの対象と見なし，P(c)は以下のよ
うに検索ログ中の相対頻度を用いて計算する：

P(c) =
Freq(c)

∑c′∈C Freq(c′)
. (3)

また，誤りモデルには，通常の編集距離の一般化で
あるアルファ・ベータ法 [1]を用いた．アルファベー
タ法では，α → β (α , β は長さ 0以上の文字列)の形の
文字列書き換えに対して，P(α → β |PSN)を書き換え
ペアから学習する．ここで，PSNは α の単語中にお
ける位置であり，語頭・語中・語末のいずれかである．
本モデルを用いて，文字列 wを文字列 sに書き換える
確率は，以下のように求められる：

Pαβ (s|w) = max
R∈Part(w),T∈Part(s)

|R|

∏
i=1

P(Ri → Ti|PSN(Ri)), (4)

これは，語 w,sの全ての分割 Part(w), Part(s)から，書
き換え確率を最大にする分割 R,Sを見つける問題に相
当する．アルファ・ベータ法はスペル訂正 [1]および
翻字 [2]のタスクにおいて優れた性能を示した．
本稿では，英語と日本語の対応が取れたWikipedia記

事のタイトル 59,754組から本モデルを学習する．また
|α |, |β | ≤ 3とし，カタカナをヘボン式によりアルファ
ベットへと変換した後，EDαβ (q|c) =− logPαβ (q|c)に
よって編集距離を計算する．qおよび cには英語・カ
タカナの両方が考えられるため，両方向の編集距離
を考慮した．また，翻字の表記揺れは，「スパゲティ
(spageti)」と「スパゲッティ(spagetti)」のように，ほ
とんどが文字の重複 a → aaおよび縮退 aa → aの違い
でしかないため，これらについてペナルティを与えな
いように修正した編集距離 EDhd を導入する．以上を
ふまえて，最終的な誤りモデルとして，

ED(q,c) = min[EDαβ (q|c),EDαβ (c|q),EDhd(q,c)],
P(q|c) = exp[−ED(q,c)] (5)

を用いた．ただし，ここでの編集距離はクエリと書き
換え候補の文字列長 2/(|q||c|)によって正規化する．
3.3 カーネル法による意味的類似度
前節で述べた雑音のある通信路モデルでは，クエリ

と書き換え候補間の意味的な類似度を扱うことができ
ない．そこで，文脈から計算される語の意味的類似度

“YouTube”

“#+movie”

“stage6” “You+Tube”

“movie+#” “#+anime”
c1 c2 c3
p1 p2 p3

(a)

“YouTube”

“#+movie”

“stage6” “You+Tube”

“movie+#” “#+anime”
c1 c2 c3p1 p2 p3

(b)
図 2: (a)書き換え候補とパターンの接続グラフの例お

よび (b)補完後のグラフ

である分布類似度を用いた．意味的類似度の計算に用
いる文脈は，[9]と同様に，検索ログにおいて対象の
文字列を除いた残りとして定義した．例えば，クエリ
「JAL+航空券」における「JAL」の文脈は「#+航空券」
となる．文脈を抽出した後，書き換え候補 ciに対して
ベクトルを ccci = [pmi(ci, p1), . . . ,pmi(ci, pM)]′として構
築する．ここで，Mは異なり文脈の数，pmiは以下で
与えられる自己相互情報量である：

pmi(ci, p j) = log
|ci, p j|

|ci,∗||∗, p j|
, (6)

ただし，|ci, p j|は書き換え候補 ci とパターン p j が共
起する回数であり，*はワイルドカードを表す．ccci を
L2正規化したベクトル ĉcci から構成される，書き換え
候補とパターンの共起行列を X = {ĉcci}とする．
この文脈定義は，分かち書き等を用いないためロバ

ストで汎用的であるが，パターン側にもスペルミスや表
記揺れ，語順の入れ替え等が含まれる可能性があり，ス
パースネスの問題が生じる．例えば，「YouTube+movie」
「movie+YouTube」「YouTube+movii」(movieのスペル
ミス) の 3 つのクエリからは，「YouTube」に対して
「#+movie」「movie+#」「#+movii」の 3 つの異なった
パターンが抽出されるが，これらはベクトル空間にお
いて完全に独立の次元として扱われてしまう．
そこで，類似度グラフ上での伝播をモデル化し，書

き換え候補間やパターン間の相関を扱うことのできる
意味カーネル法 [6]を用いる．Kandola et al. [6]は，減
衰係数の異なる 2つの意味カーネル，ノイマンカーネ
ル K̂ および拡散カーネル K̃ を提案しており，それぞ
れ以下のように計算される：

K̂(β ) = K(I −βK)−1 =
∞

∑
t=1

β t−1Kt (7)

K̃(β ) = K
∞

∑
t=1

β tKt

t!
= K exp(βK) (8)

ここで，K = X ′X は書き換え候補間の類似度行列, β
は減衰係数である．
これらの意味カーネルを使用することにより，ス

パースネスはある程度軽減されるが，スパースな接続
グラフにおいては依然として問題が発生する場合があ
る．図 2(a)はその典型的な例であり，K = X ′X = Iと
なり書き換え候補間の相関が考慮できない．そこで，
書き換え候補間およびパターン間の綴りの類似度を利
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用して，グラフを図 2(b)のように補完する．この補完
は，類似度行列 K = X ′X の代わりに，

K+ = γSC +(1− γ)X ′ [δSP +(1−δ )I]X (9)

を用いることにより実現できる．ここで，SC =
{sc(i, j)} は，書き換え候補間の綴りの類似度行列で
あり，(i, j)要素は sc(i, j) = exp [−ED(ci,c j)]によって
与えられる．パターンの綴りの類似度行列 SP も同様
に計算する．K+ を用いたカーネルは，補完グラフ上
のランダムウォークモデルによって説明することがで
き，パラメータ γ , δ はそれぞれ，書き換え候補間とパ
ターン間の補完の混合比を調節する．この補完類似度
行列を K の代わりに用い，式 (7), (8)と同様に補完ノ
イマンカーネルおよび補完拡散カーネルを計算する．

3.4 ブートストラップによる書き換え候補の抽出
クエリ訂正の従来手法は，綴りの類似度のみを手が

かりとしているため，意味的にしか類似していない書
き換え候補を抽出できないという問題点がある．そこ
で本手法では，文脈パターンに基づいた意味カテゴリ抽
出アルゴリズムである Espresso[10]の拡張版 Tchai[9]
を用いて，綴りの類似度だけでは獲得できない書き換
え候補を抽出した．
具体的には，雑音のある通信路モデルにより選択さ

れた上位 50個のインスタンスを，予めシードC0とし
て与える．シードインスタンスの信頼度は P(c)P(q|c)
により計算する2．次に，C0を用いて 100個のパター
ン P0 を抽出する．この際，200個以上の異なりイン
スタンスと共起するものはジェネリック・パターンと
見なし，P0 には含めない．続いて，P0 を用いてイン
スタンスを抽出し，C1 を得る．最後に，C1 に対して
パターン集合 P1 を求め，和集合 C0 ∪C1 と P1 を意味
カーネルの計算に用いる．ただし，信頼度 0.0001以
下のパターンは P1 には含めず，また，P1 の最大サイ
ズは 2,000に固定した．

3.5 最大エントロピー法
本手法では，統一的な確率モデルを構築するために，

[8]と同様に最大エントロピー法を用いた．最大エント
ロピー法では，条件付き確率P(c|q)を，素性 f1, . . . , fK

を用いて以下のように求める：

P(c|q) =
exp∑K

i=1 λi fi(c,q)
∑c exp∑K

i=1 λi fi(c,q)
(10)

ここで，λ1, . . . ,λK は各素性に対する重み係数であり，
訓練セットの対数尤度を最大化するように決定される．
係数の最適化にはGIS (Generalized Iterative Scaling)ア
ルゴリズムを用いた．なお，GISにおいては，全ての
書き換え候補Cに関する正規化ステップが必要である
が，検索ログから抽出される候補数は非常に多い．そ
こで，[8]と同様，近傍集合C(q)に関する正規化によ
りこのステップを近似した．
素性としては，以下の 4つのカテゴリを用いた：

1. 言語モデル確率素性： flang(q,c) = logP(c)

2. 誤りモデル確率素性：
2実際には，言語モデルの確率に偏るのを防ぐため，P(c)に係数

0.1 をかけて使用している．

fαβ (q,c) = −EDαβ (q|c) (11)

fβα(q,c) = −EDαβ (c|q) (12)

fhd(q,c) = −EDhd(q,c) (13)

3. 類似度素性： fsim(q,c) = logsim(q,c)．ここで，
sim(q,c)はK, K̂, K̃, K̂+, K̃+のいずれかであり，定
数 ε = 1.0×10−5を加えた後 [0, 1]に正規化した．

4. 類似度に基づく訂正可能性素性：これは，cの頻
度が q よりも高く，かつ c と q との分布類似度
がある閾値よりも高い場合にのみ 1となるような
二値素性である．この素性値が 1の場合，qが c
の典型的なスペルミスであることを示唆している
[8]．分布類似度の閾値が 0.5, 0.6, ..., 0.9の計 5個
の素性を用いた．

4 評価実験
4.1 実験条件
実験には，2007年 11月と 12月に Live Searchに入

力された検索クエリログの一部を用いた．頻度が 8回
未満のクエリは取り除き，残った延べ 83,080,257 個
(異なり数 1,038,499個)のクエリを使用した．
クエリ訂正に関する従来手法では，クエリに対して

正解となる書き換え候補を人手により作成し，モデル
の訓練と評価を行っている．作成の際には，クエリを
評価者に提示し，書き換えが必要な時はその正解を付
与する．しかしこの作成法では，元のユーザー意図が
分からないため，正解を与えるのが非常に難しいとい
う欠点がある．例えば，gogleというクエリを提示さ
れた場合，それを googleと goggleのどちらに訂正す
べきかは不明である．そこで [3]では，検索ログを用
い，同じユーザーによって連続して入力されたクエリ
の組 (q1,q2)に対して，q1と q2がある一定の編集距離
以内のものを抽出し，それを評価者に提示することに
より正解ペアを作成した．この手法はユーザー意図を
考慮することができ信頼性が高いが，綴りの類似して
いないペアを排除してしまう．そこで本稿では，この
手法を改善し，以下のように正解セットを作成した．
まず，検索ログから，クエリのペア (q1,q2)に対し

て，(1)同じユーザーが 3分以内に連続して入力したも
のであり，(2) q1の検索結果のクリック数が 0，q2は 1
以上であるようなものを集める．条件 (2)によって，q2
は q1よりも適切なクエリであることが期待される．次
に，こうして抽出されたクエリのペアに対し，q1と q2
の従属性の指標である対数尤度比 (LLR; log-likelihood
ratio)[4, 5]を計算する．最後に，LLR ≥ 200であるよ
うなクエリのペア 10,000個を無作為に抽出し，評価者
に提示する．評価は，提示されたペアに対して正解か
不正解かを判断するだけであるため，1,000ペアにつ
き 1時間ほどで実施でき，非常に高速であった．また，
2人の評価者間の一致率も 95.7%と高かった．書き換
えとして不適切なペアを除いた後，そのうち 1,243個，
628個，4,618個をそれぞれテストセット，devセット，
訓練セットとして使用した3．

3カーネルのパラメータ β ,γ,δ は，devセットを用いて最適化し
た．最終的に用いた値は，K̂, K̃, K̂+ に対しては β = 0.3，K̃+ に対
しては β = 0.2，また，K̂+ に対しては γ = 0.2,δ = 0.4，K̃+ に対し
ては γ = 0.35,δ = 0.7 である．
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表 1: 各モデルの性能比較 (%)
モデル 正解率 再現率 精度

SC 75.30 48.61 55.78
ME-NoSim 79.49 56.17 66.17
ME-Cos 79.32 58.19 64.35
ME-vN 79.24 57.18 65.42
ME-Exp 78.52 56.42 63.64
ME-vN+ 79.89 55.67 66.57
ME-Exp+ 79.81 54.91 66.67

なお，書き換えには一般に複数の正解 (e.g.,「2tyann」
に対して「2ちゃん」「2ちゃんねる」等)が考えられ
るため，テストセットによる評価の際には，書き換え
の推移関係も考慮した．具体的には，正解セットにお
いて q1が q2 に書き換えられ，さらに q2が q3に書き
換えられる場合，q1 → q3 も正解ペアとした．
評価には，以下の 3つの指標を使用した [8]．

• 正解率：テストセット中のクエリのうち，システ
ムによって正しく書き換えられたものの割合．

• 再現率：テストセット中の書き換えが必要なクエ
リのうち，システムによって正しく書き換えられ
たものの割合．

• 精度：システムによって書き換えられたクエリの
うち，正しいものの割合．

4.2 結果
表 1に，各モデルの性能を示す．SCは雑音のある通

信路モデルであり，その他は最大エントロピー法 (ME)
である．ME-NoSimはその中でも最も単純なモデルで
あり，SCと同じ素性を用いているが，3つの評価指標
全てにおいて有意に性能が向上しており (マクネマー
検定, p < 0.0001)，最大エントロピー法による学習が
有効であることを示している．3種類の編集距離を別々
の素性として用いていることも，性能向上の理由とし
て考えられる．
言語モデルおよび誤りモデルの素性に加え，コサイ

ン類似度を用いた ME-Cos では，ME-NoSim に比べ
て再現率が上昇している．しかし，クエリ書き換えの
タスクにおいてより重要であると考えられる正解率・
精度は低下している．この傾向はノイマンカーネル
(ME-vN)および拡散カーネル (ME-Exp)を用いた手法
においても同じである．ここから，意味的類似度を含
めることにより必ずしも性能が向上するわけではない
ことが分かるが，これは検索ログから得られた文脈が
スパースであることが原因であると考えられる．
一方，補完ノイマンカーネル (ME-vN+)および補完

拡散カーネル (ME-Exp+)を用いた場合，分布類似度や
通常のカーネル法と比較して再現率の低下を抑えつつ
正解率・精度が向上している．特にME-Exp+は，ME-
Expと比較して有意に高い性能を示した (p < 0.01)．
なお，本手法における正解率は，従来手法 ([8] で

80%以上)と比較すると一見低いが，これは本手法で
用いたデータセットの作成法が，書き換えの必要なペ
アを多く選ぶ傾向があるためである．入力と同じク
エリを出力する最も単純なベースラインの正解率は
67.3%であり，[8]の 83.4%に対して低くなっている．
具体的な出力に注目すると，意味的類似度を用いな

いモデルでは，綴りの類似度のみに依存しているため，

「ハリポタ」→「ハリーポッター」などの書き換えに
失敗しているのに対し，意味的類似度を用いたモデル
では正しく書き換えられている．一方で，「フィギア」
→「フィギュアスケート」，「サンドイッチ」→「サン
ドイッチマン」などの書き換えは，場面限定的な書き
換えであり，いずれのモデルも失敗している．また，
「マック」には，「マクドナルド」「マッキントッシュ」
の 2つの正解が考えられるが，このような曖昧性のあ
るクエリの扱いは今後の課題である．

5 おわりに
本稿では，日本語クエリ書き換えの統一的なアプ

ローチを提案した．本手法は英語のクエリ訂正の従来
手法に基づいているが，カタカナの表記揺れや翻字等
に限らず，同義語や翻訳など，表記・綴りの上では異な
るが意味的に類似した候補への書き換えを扱うことが
できる．また，コサイン類似度のような単純な意味的
類似度では，意味的相関を捉えられない場合があるこ
とを示し，綴りの類似度によって補完した意味カーネ
ル法が書き換え性能の向上に有効であることを示した．
なお，スパースネスの問題を解消するための手法と

して，pLSIのような潜在意味モデルが考えられるが，
これらの手法との比較は今後の課題である．また，本
手法の利点として，モデルやデータを追加することに
より容易に拡張できるという点がある．今後，漢字の
読みモデルや検索ログからの統計情報などを素性とし
て追加することにより，さらに高精度なクエリ書き換
え手法を実現する予定である．
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