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1 はじめに
論証に基づく議論の場では，論証の根拠となる事実
を収集するための情報探索対話 [12] を効率的に行う
ことが重要であるが，実際の議論の場で人間がこの対
話戦略を最適化することは困難である．例えば，裁判
では裁判官は判決の根拠となる証拠を証人等に問い合
わせて収集する．この際，対話時間 (問い合わせ回数)

に関する制約や，相手から期待した返答が得られない
場合等を考慮しながら，主張の根拠となる適切な情報
を適切な量だけ収集する必要があるが，これを可能と
する対話戦略は自明でない．
自律エージェント間の論証に基づいた情報探索対話
に関する研究は存在する [3, 9] が，これらの研究で提
案された方策は人手で作成されたものであり，先に述
べた時間的制約などを考慮した最適化は行われていな
い．他方，論証に基づいた議論における対話戦略の最
適化に取り組んだ研究もいくつか存在する [1, 5, 10]．
これらでは，あらかじめ提示可能な論証がいくつか存
在する状況において，それらをどのように相手に提示
していくかを決定する対話戦略の最適化に焦点が当て
られている．
本研究では，論証構築のための情報探索対話をマル
コフ決定過程に基づくとして定式化し，質問者の対話
戦略の最適化に取り組む．本研究で扱う対話における
質問者の目的は，情報探索対話においてできるだけ少
ない問い合わせ回数で効率的に論証の根拠となる情報
を収集することである．そこで，合理的な論証を少数
回の回答者への問い合わせで構築できた場合に高い累
積報酬を与える報酬関数を定義する．質問者の対話戦
略は，回答者から期待通りの情報が得られないなどの
可能性を考慮して，この報酬の期待値を最大化するよ
うに最適化される．
まず，2章で論証に基づく情報探索対話の枠組みに

ついて説明する．3章では，2章で説明する情報探索
対話の最適化手法をマルコフ決定過程に基づき定式化
する．4章ではシミュレータを用いた最適化対話戦略
の学習と，評価実験の結果について示し考察する．最
後に 5章で，本研究のまとめと，今後の課題を示す．
本研究の主たる貢献は，論証構築に基づく情報探索
対話において話者の対話戦略を最適化し，話者の知識

の規模がある程度大きいドメインにおいてその有効性
を例証したことである．

2 論証構築のための情報探索対話
論証構築のための情報探索対話では，質問者 Qは

ある主張を導くための合理的な根拠の要素となり得る
事実を，回答者Aから取得する (図 1)．本章では論証
とその構築方法，そして論証構築を行うための情報探
索対話について説明する．
論証 ⟨Φ, α⟩は，ある主張 αとそれを導くための根
拠 Φの組である．根拠は推論規則，仮説から構成さ
れる．本研究では，Φと αは一階述語論理式の集合と
して定義する．図 1に，「次郎の呼気中から微量のアル
コールが検出されたら，次郎は酒気帯び運転をしてい
る．なぜなら，次郎は車を運転していたからだ．」と
いう論証の例を示す．ここで，主張は「次郎は酒気帯
び運転をしている / drunk drivng(Jiro)」であり，根
拠は「次郎は車の運転をしていた / drove car(Jiro)」
と「次郎の呼気中から微量のアルコールが検出された，
/ asm(detected alcohol(Jiro))」等である．asmは仮
説を表す関数である．本研究では Assumption-based

argumentation[2] に基づいて仮説も根拠に含めるこ
とを許す．これは，実際の議論で頻繁にやり取りさ
れるような，根拠に仮説を含めた論証を考慮するた
めである．さらに，「次郎は酒気帯び運転をしている
/ drunk drivng(Jiro)」などの論理式を，取り扱う論
理式の最小単位である原子論理式とする．
論証は Q の知識 KQ と主張 α から KQ ∪ H |= α

を満たすような仮説 H を仮説推論モデル L を用い
て補完し，⟨Φ ≡ KQ ∪H,α⟩として構築される1．た
だし，KQ |= αが成立しているときは ⟨Φ ≡ KQ, α⟩
として構築される．なお，KQは原子論理式 p1...pn, q

を用いて p1 ∧ ... ∧ pn → q と表せる論理式の集合で
ある．本稿では n = 0のものを事実と呼び，それ以
外のものを推論規則と呼ぶ．このとき，論証の合理性
は仮説推論モデル Lの評価関数 Eを用いて評価でき
る．仮説推論モデルLには確率的仮説推論モデルを含
む，説明の良さに対する評価関数 Eを用いて仮説候
補の集合H から仮説 argmaxh∈H E(h)を導くよう
な様々なモデルが考えられる．本研究では重み付き仮

1ただし，αの導出に必要のない推論規則は Φから除外される．
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図 1: 論証構築のための情報探索対話の枠組み

説推論 [7, 8, 6] を採用し，その評価関数 E(Φ)を主張
に対する根拠の合理性として用いる2．また，E(Φ)は
重み付き仮説推論の性質から，補完された仮説数の多
さや仮説の蓋然性の低さに応じて低くなる．図 1の例
では，KQ中の「drove car(Jiro)」と「drove car(x)∧
detected alcohol(x) → drunk driving(x)」だけ
では「drunk driving(Jiro)」を導出できないため，
「detected alcohol(Jiro)」が仮説されて論証が構築さ
れ，合理性もその分だけ減点されている．
論証構築のための情報収集対話では，Qは E(Φ)が
高いΦを求めるために必要な事実をAから収集するこ
とを目的とする．Qは問い合わせを通じてAから事実
の収集を行い，収集された事実を基にKQを更新する．
また，AはQから問い合わせが来た場合は，自身の知
識 KA を基に回答を行う．図 1の例では，Qは Aに
「誰かの呼気中から微量のアルコールが検出されました
か？ / Question(∃?x detected alcohol(x))」と問い合
わせている．AはKA中に「次郎の呼気中から微量のア
ルコールが検出された / detected alcohol(Jiro)」が含
まれていたので，「次郎の呼気中から微量のアルコール
が検出されました / Answer(detected alcohol(Jiro))」
と回答している．Qはこの回答に基づいて知識を更新し
ている (KQ ← KQ ∪{detected alcohol(Jiro)})．この
知識更新により論証構築時に「detected alcohol(Jiro)

」を仮説する必要がなくなり根拠の合理性が高くなる．
このような Qの問い合わせとそれに対する Aの回答
は，1)E(Φ)が与えられた閾値を上回るまで，あるい
は 2)このやり取りが一定回数を超えるまで，繰り返
される.

Q の問い合わせ内容の候補は KQ 中の
推論規則中に含まれる原子論理式に対応す

2より具体的な合理性の算出方法については [7] の Cost を参照
されたい．本研究では E(Φ) は Cost に-1 を乗じて算出される．

る．図 1 中では，KQ 中に「drove car(x) ∧
detected alcohol(x) → drunk driving(x)」が含
まれているため，Q の問い合わせ内容の候補は
「∃?x drove car(x)」，「∃?x detected alcohol(x)」と
「∃?x drunk driving(x)」である．ただし，本研究で
は，推論規則については最初から Qは全て知ってい
るものとして KQ に含まれており，問い合わせの候
補としない．他方，A は KA に含まれる原子論理式
のみを回答内容に含めることとする．すなわち，Aは
虚偽の内容を回答する事は出来ないことを仮定して
いる．

3 論証構築のための情報探索対話戦
略の最適化

本章では，マルコフ決定過程に基づいた論証構築の
ための情報収集対話のモデル化について説明する．な
お，時刻 tにおけるエージェントのアクション，状態，
報酬をそれぞれ at，st，rtとする．また，tにおけるQ

の知識をKQ,t とする．
アクション at は Q が A に問い合わせる内容を表
す．Qはあらかじめ問い合わせ内容の候補の辞書を保
持しており，at は問い合わせる内容のインデックス
となる．例えば，問い合わせ内容の候補の辞書として
[∃?x drove car(x) : 0,∃?x detected alcohol(x) : 1]を
保持している場合は，at ∈ {0, 1}である．
状態 stは，Qが過去に Aに問い合わせた内容の履
歴と，E(Φt)を表す．ΦtはKQ,tを用いて Lによって
求められた根拠であり，Qが過去に問い合わせた内容
に対応した要素が 1となる２値ベクトルを用いて表現
される．このベクトルと E(Φ)の値の結合ベクトルに
よって状態が表現される．
報酬 rtは回答者からの情報獲得による根拠の合理性
の改善度合いに応じて与えられる．論証構築のための
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情報探索対話における最適化対話戦略は，最小のアク
ション選択回数で，主張のより合理的な根拠を求める
ことが出来る情報を収集することである．本報酬はそ
のような最適化対話戦略を学習するように定義した．
具体的には，rtは E(Φt+1)−E(Φt)− cとして定義さ
れる．ここで cは時間圧力となるアクションごとのペ
ナルティをあらわす定数である．E(Φ)は前章で述べ
た Φの合理性の評価値である．Φt は KQ,t から，ま
た Φt+1 はKQ,t+1 から，それぞれ Lによって求めら
れた根拠である．
本研究では，Qの対話戦略を最適化する際に Aの
シミュレータを用いる．シミュレータはQからの問い
合わせに対して，問い合わせ内容を知っていればそれ
に対応する事実を返し，知らなければ何も返さない．
従ってシミュレータが知っている事実は，シミュレー
ション開始時に与えられるKAに応じて決定される．

4 評価実験
3章で述べたモデルに対して，強化学習とモンテカ
ルロ木探索を用いて Qの対話戦略の最適化とその評
価を行った．評価では最適化時と異なるKAに従うA

と対話を行い，平均累積報酬に基づいて対話戦略の優
劣を評価した．また比較手法として，人手で作成した
対話戦略とランダムにアクション選択する対話戦略を
用意した．

4.1 話者の知識構築とデータ
実験において Aのシミュレータに KA を，Qのシ
ミュレータにKQをそれぞれ与える．KAにはロールプ
レイングに基づいて人手で作成された独占禁止法に違
反する電子メールのやり取りに対して，Chapas 3 を用
いた述語項構造解析，Zunda 4 を用いたモダリティ解
析を行って得られた原子論理式の集合を使用した．例
えば，ロールプレイングにおいて，A社の太郎がその
競合会社のB社の次郎に送信したメールに「価格につ
いてお知らせいたします．」という一文が含まれている
とき，これは「provide price infomation(太郎, 次郎)」
という原子論理式に変換される．これらによって 5～
10 通の電子メールからなる 1 回のやり取りが 100～
600個の原子論理式の集合に変換され，KA として与
えられた．さらに，同様の処理を 100回の異なるやり
取りに対して適用し対応する 100種類のKAが用意さ
れた．そのうち 50種類は対話戦略の学習に，残りの
50種類は評価に利用した．
また，KQ には電子メール上での犯行を審
査するための推論規則 (例えば，「競合会社
同士の人間が入札価格情報のやり取りをす
るとカルテルである．/ competitive(x, y) ∧
provide price infomation(x, y) → cartel(x, y)」) を
与えた．推論規則は約 200 種類あり，それらの規則

3https://sites.google.com/site/yotarow/chapas
4https://jmizuno.github.io/zunda/

に含まれる原子論理式 (すなわち Q の問い合わせ内
容の候補)は約 160種類ある．
本実験設定では，Qは「電子メール上の容疑者 S1

と容疑者 S2のやりとりはカルテルに該当する」を主
張する論証 ⟨Φ, cartel(容疑者 S1，容疑者 S2)⟩ の合理
性 E(Φ)が出来るだけ高くなるようKAに含まれる原
子論理式を Aから収集する．また，Qは事実を表す
100～600個の論理式の集合 KA から，合理的な根拠
を求めるために必要な平均 10個程度の論理式を出来
る限り無駄なく収集する必要がある．この最適化対話
戦略は，各対話開始時にはアクションの選択候補が約
160種類存在し，その選択を最長で 50回まで行うと
約 160× 159× 158× ...× 111 ≈ 3× 10106通りの膨大
な探索空間から学習を行う必要がある．

4.2 比較手法
対話戦略評価のために，次の 4種類の対話戦略を用
意した：
RL: モデルフリー強化学習の一種である Double

DQN[11]を用いて最適化された対話戦略．Dou-

ble DQNでは，状態 stにおけるアクション atの
評価関数である行動価値観数 (Q関数; Q(st, at))

について，ニューラルネットワークを用いた関数
近似によって最適Q関数Q∗を学習する．このと
き，ネットワークの教師信号は，

rt+1 + γQ(st+1, argmax
a

Q(st+1, a; θt); θ
−
t )

として計算される．ただし，θt，θ−t は，2 種類
のネットワークのパラメータ，γは報酬の割引率
である．割引率が小さいほど，より即時的な報酬
を優先して最適 Q関数を学習する．状態 stにお
ける最適なアクションは，argmaxa Q

∗(st, a)と
して得られる．前述の Aのシミュレータをエピ
ソード毎にランダムに切り替え，合計 1000エピ
ソード対話を通じて対話戦略を最適化した．実験
では割引率 γ を 0.95，0.5とした RL(γ = 0.95)，
RL(γ = 0.5) の 2種類を用意した．

MCTS: モンテカルロ木探索の一種である
Ensemble-UCT[4] の変種を用いて最適化さ
れた対話戦略．50種類の異なる KA に従った最
適化用の Aのシミュレータそれぞれに対して最
適なアクション系列を求め，それらの多数決を
取って最適化対話戦略とした．各 UCT で１回
のアクション選択に対し 80 回のロールアウト
によってアクションを選択して得られた MCTS

(80) と，100回のロールアウトによってアクショ
ンを選択して得られたMCTS (100) を用意した．

Handcrafted: 人手で作成した対話戦略．KQ中の
推論規則を用いて，α に対応する論理式に対し
て後ろ向き連鎖を行い，少数回の推論規則の適
用によって到達する論理式ほど優先して Aに問
い合わせる．すなわち，推論規則の適用回数を
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表 1: 強化学習と比較手法のテスト結果
手法 RL (γ=0.95) RL (γ=0.5) MCTS (80) MCTS (100) Handcrafted Random

平均累積報酬 -0.0831 0.1765 0.3180 0.3199 -0.2180 -0.3056

深さとするような幅優先探索を行う．例えば，α

が C(X) で，KQ が「A(x) ∧ B(x) → C(x)」，
「D(x)∧E(x)→ A(x)」の 2つで構成されている
とき，C(x)，A(x)，B(x)，D(x)，E(x)のような
順で問い合わせる．ただし，A(x)とB(x)，D(x)

と E(x)のように推論規則の適用回数が同数の論
理式（すなわち，同じ深さの論理式）は，ランダ
ムに問い合わせ順序を決定した．

Random: ランダムにアクション選択する対話戦略．

4.3 評価
各対話戦略の評価結果を表 1に示す．この結果から，
強化学習とモンテカルロ木探索による最適化対話戦略
が，人手で作成した対話戦略とランダムな対話戦略に
比べて高い性能 (平均累積報酬) を達成していること
がわかる．Handcraftedの対話戦略が強化学習やモン
テカルロ木探索の手法に劣っているのは，各対話ごと
に変化する回答者の知識 KA を考慮せず，推論規則
の情報のみを用いているからと考えられる．また，報
酬として根拠の評価関数である E(Φ)を使用している
が，仮説推論の性質上，根拠となるリテラルが一定数
揃わないと E(Φ)が増加しない．こうしたケースにお
いては，強化学習よりもモンテカルロ木探索の方が，
ロールアウトによって正確に報酬を見積もることがで
きるため，より最適な対話戦略を学習できる．このた
め，モンテカルロ木探索の手法が強化学習に比べてテ
スト結果において勝っていると考えられる．すなわち，
MCTSに従った質問者が，論証構築に十分な数と質の
情報を収集できており，問い合わせ回数も遥かに少な
く済んでいる．
図 2 は RL の 1000 エピソードまでの学習曲線で
ある．この図から RL(γ = 0.5)，RL(γ = 0.95)

ともに一定の平均累積報酬で学習が収束しているこ
とがわかる．また，割引率 γ を大きくして学習さ
れた方策 (RL(γ = 0.5)) の方が，各エピソードに
おける累積報酬が高いことがわかる．これは，例え
ば，主張である drunk driving(Jiro) の根拠になりう
るdetected alcohol(Jiro)とdrove car(Jiro)に対して，
問い合わせ順序が合理性に影響しないため，即時報酬
を優先して重要そうな事実を次々に問い合わせてい
く貪欲な対話戦略のほうが有利となったためと考えら
れる．

5 おわりに
本研究では，合理的な論証を構築するための事実を
収集する情報探索対話をマルコフ決定過程で定式化し，
強化学習やモンテカルロ木探索による最適化対話戦略
が有効であることを示した．しかし，これらは実際の

図 2: 強化学習での学習曲線

人間との対話において頻繁に発生する言語理解誤りや，
相手が質問者の問い合わせに対して嘘をつく場合を考
慮できていない．また，本研究では回答者は事実に相
当する原子論理式のみを質問者に提示したが，それに
加えて推論規則等の，より多様な情報を提示するよう
な設定にも拡張出来る．さらに，4.3節で述べたとお
り，本研究で使用した報酬関数は疎かつ逐次的であり，
改善の余地がある．今後はこれらも考慮した最適化対
話戦略の作成，評価実験を行う．
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