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1 はじめに
Smart Kitchen [4]や料理ロボット [1]のような，作
業状態を認識し，人と協調して作業を進めるシステム
において，コンピュータが作業内容を言語で伝達する
ことは作業中でも有益な伝達手段である．作業内容を
生成するためには，コンピュータは初期状態から現在
の状態に至るまでの手続き的な構造を理解することが
求められる．この構造をグラフや木構造で表現する研
究 [8, 11, 14] は行われてきたものの，それを加味し
て手順書を生成する取り組みは未だ行われていない．
我々は，この構造を取り込むことが実用的な精度で手
順書を得るために必要であると考える．そして，構造
予測と手順書生成の両タスクには依存関係があり，構
造を予測しながら手順書を生成するように構造と手順
書を同時学習する枠組みを利用することで，両タスク
において精度を向上できるのではないかと仮定した．
以上の仮定に基づき，本研究では料理ドメインを対
象に作業の初期状態として材料列を，中間状態として
写真列を与え，その構造とレシピ (手順書)を同時生
成するという課題を提案する (図 1)．本論文では，こ
の構造を木構造として表現する既存研究 [14]を参考
に，visual SIMMR (vSIMMR) という新しいデータ
セットを作成する．このデータセットは，写真列，写
真列中で材料がどのように使われるのかを木構造で表
現した材料木，写真列の対となる手順列の 3つ組の集
合のデータセットである．このデータセットを用いて，
写真列と材料列をもとに材料木の構造を予測し，予測
結果をもとに手順書を生成する手法を提案する．加え
て，生成される手順書と，それを実行した結果である
写真列は同じ構造を持つという仮定のもと，得られた
手順書から再度材料木を予測する．実験の結果，同時
学習を行うことで材料木の構造予測，手順書の生成に
おいて同時学習を行わない場合と比較して両タスクに
おいて精度が向上することを示した．また，生成した
手順書から再度材料木を予測することで，さらに精度
が向上することを確認した．

2 visual SIMMR (vSIMMR)
vSIMMRは，写真列，写真列中にどのように材料
が使われるのかを木構造で表現した材料木，写真列の
対となる手順列の 3つ組の集合のデータセットである．
図 1の材料木がその一例である．この例では，手順 1
の中間ノードはトマトを入力にして手順を実施して得

図 1: 課題の概要．写真列と材料列を入力として，材
料木と手順書を生成する．

られた出力を表していることや，手順 3の中間ノード
は切られたトマトと，手順 2の炒められたかぼちゃか
ら得られるものであるということが分かる．このよう
に，材料木では各手順は 1つの中間ノード持ち，最後
の手順が完成物を表す．この時，全ての材料が使われ
ていなければならない．　 vSIMMRのアノテーショ
ン対象としたのはCookpad Image Dataset [3]のレシ
ピである．この中から，全ての手順に写真がついてお
り，かつ材料数と手順数が 3以上のものを対象に，以
下のプロセスでアノテーションを行なった．まず，材
料を正規化する．アノテーションするレシピの材料は
ユーザが書いているものであり，誤字脱字 (例: “ア
ボガド”(誤)，“アボカド”(正))や表記揺れ (例: “玉ね
ぎ”，“玉葱”，“たまねぎ”)も含まれるため，これらを
手動で訂正した．次に，書き直した材料を写真列の各
写真で使われる順番に並べ替えた．この時，作業に関
係しない手順 (例: “話題のレシピになりました。”)や，
材料に関係しない手順 (例: “鍋を熱しておきます。”)
は手順書から除外した．最後に並べ替えた材料と写真
列，レシピをもとに写真列の各写真を参照しながら材
料木をアノテーションした．この時，調味料のように
料理を完成させる上で必要不可欠であるが，画像から
判断するのは難しいものについては，画像からだけで
なく手順書を参照して判断すべきと指示した．また，
vSIMMRで表現できないレシピは今回アノテーショ
ンを行なっていない．例えば，木構造では材料が作業
の途中で分離することは表現できない (例: “玉子の黄
身と白身を分ける。”)．
表 1に構築した vSIMMRデータセットの統計情報

を示す．手順書においては，訓練データで現れる頻度
が 3回以下の単語は未知語として処理し，語彙サイズ
を測定した．
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表 1: vSIMMRの統計情報．
訓練 検証 評価

レシピ数 1,603 250 250
平均手順数 6.78 6.74 6.85
平均単語数 118.23 113.91 114.68
平均材料数 6.58 6.37 6.64
語彙サイズ 2,842

3 提案手法
図 2に提案手法の概要を示す．提案手法は 4つのプ
ロセスからなる．(i)最初に，写真列と材料列を入力
として材料木を予測する．(ii)次に，得られた予測結
果からサンプリングを行い，材料木を生成し，Tree-
LSTM [13]を用いて材料木の中間ノードを特徴ベクト
ルに変換する．(iii)得られた材料木の各中間ノードと
写真列の各写真をそれぞれ結合し，Encoder-Decoder
モデルを用いて手順書を生成する．(iv)最後に，生成
した手順書と写真列から得られる材料木は同じ構造と
なるという仮定に基づき，手順書から材料木を再度予
測する．全てのモジュールは微分可能な形で演算を行
うモジュールのみで構築されているため，End-to-end
に同時学習することができる．以下では，各プロセス
を一つ一つ説明する．
(i)材料木予測: 材料木は，写真列と材料列を入力と
し，ある材料がどの手順で使われるのかを確率で表す
材料-手順隣接行列X と，ある手順の結果得られたも
のがどの手順で使われるのかを同じく確率で表す手順
-手順隣接行列 Y を直接予測する形で生成する．本研
究では，この 2つの隣接行列は互いに関係があると考
え，先に手順-手順隣接行列を生成する時に得られる
特徴ベクトルを用いて材料-手順隣接行列に活用する
こととした．そのためにまず，手順-手順隣接行列を計
算する．写真列の各写真を，訓練済みの画像エンコー
ダ ψ を用いてエンコードすることで，各写真のベク
トル表現 V = (v1,v2, . . . ,vk, . . . ,vK)を得る．そし
て，V を 2つの異なる biLSTMである，biLSTM1と，
biLSTM2に入力し，V̇ = (v̇1, v̇2, . . . , v̇k, . . . , v̇K)と，
V̈ = (v̈1, v̈2, . . . , v̈k, . . . , v̈K)を得る．こうして得ら
れた 2つの biLSTMの出力結果を用いて，手順-手順
隣接行列を以下のように得る．

Y i,j =
exp(v̇T

i v̈j)∑ℓ=K
ℓ=1 exp(v̇T

i v̈ℓ)
(1)

次に，材料-手順隣接行列を計算する．前述したよ
うに，手順-手順隣接行列を生成する際に得られた２
つの特徴ベクトルを利用するために，V̇ と V̈ の各ベ
クトルの間で，各次元において大きい値を計算し，画
像行列 V̂ を得る．材料列から，各材料を word2vec
[10] を用いて分散表現に変換した後，LSTM へ入力
して材料ごとの分散表現を獲得し，各材料の特徴ベ
クトル G = (g1, g2, . . . , gn, . . . , gN ) を得る．これ
を，biLSTM3 に入力することで得る材料行列 Ĝ =
(ĝ1, ĝ2, . . . , ĝn, . . . , ĝN )と，画像行列 V̂ を用いて，材

料-手順隣接行列を以下のように計算する．

Xi,j =
exp(ĝT

i v̂j)∑ℓ=K
ℓ=1 exp(ĝT

i v̂ℓ)
(2)

得られた予測結果と正解の隣接行列を用いて，材料木
予測の損失関数 LT を交差エントロピー誤差として計
算する．
(ii) 材料木の生成とエンコード: 得られた隣接行
列X,Y から，微分可能な形で材料木を得るために，
Gumbel softmax [7]を用いてサンプリングを行う．こ
のサンプリングを経て得られた木構造に対し，Taiらに
よって提案されたTree-LSTM [13]の一つであるChild-
sum LSTMを用いて木構造を保持しながら k番目の手
順を特徴ベクトル hk へ変換する．Child-sum LSTM
では，k番目の手順行列のベクトル v̂kと，k番目の中
間ノードに接続している子ノードの集合 C(k)を用い
て，以下のように k番目の隠れ層 hkとメモリセル ck
を更新する．この時，初期状態の隠れ層として，材料
行列の各材料ベクトル ĝn から対応する隠れ層 hn

0 と
メモリセル cn0 を計算し，Child-sum LSTMの初期状
態として与える．

ĥk =
∑

j∈C(k)

hk
j (3)

ik = σ(W (i)xk +U (i)ĥk + b(i)) (4)

fkj = σ(W (f)xk +U (f)ĥk + b(f)) (5)

ok = σ(W (o)xk +U (o)ĥk + b(o)) (6)

uk = tanh(W (u)xk +U (u)ĥk + b(u)) (7)

ck = ik ⊙ uk +
∑

j∈C(k)

fkj ⊙ cj (8)

hk = ok ⊙ tanh(ck) (9)

(iii)手順書生成: Tree-LSTMによって得られた k
番目の隠れ層hkと，写真列の各写真ベクトル vkを結
合し，Encoder-Decoderモデルに入力することで，手
順書中の k番目の手順を生成する．この時，微分可能
な形で手順書を生成するために，Gumbel softmaxを
用いて単語を出力する．こうして得られた手順列を手
順書として出力する．得られた手順書の予測結果と，
正解の手順書を用いて手順書生成の損失関数 LP を交
差エントロピー誤差として計算する．
(iv)材料木の再予測: 我々は，手順書から得られる
材料木と写真列から得られる材料木は同じ構造である
と仮定し，生成した手順書から再度材料木を生成する
ことで，材料木の予測，手順書の生成に関して精度向上
が期待できると考え，以下のように材料木の再予測を
行なった．最初に，各手順から手順単位での特徴ベクト
ルを抽出する．k番目の手順の単語列を biLSTM4へ入
力し，最初と最後の隠れ層を結合することで k番目の
手順の特徴ベクトルを得た．次に，手順書全体の時系列
を考慮するために，得られた手順単位の特徴ベクトル
を biLSTM5へ入力し，手順書を全体を考慮した手順
ベクトルからなる手順行列L = (l1, l2, . . . , lk, . . . , lK)
を得る．この手順行列Lと，材料木を予測する際に得
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図 2: 提案手法の概要．

られた材料行列 Ĝ，画像行列 V̂ を用いて再び材料-手
順行列 X̃ と，手順-手順行列 Ỹ を予測する．

X̂i,j =
exp(ĝT

i lj)∑ℓ=K
ℓ=1 exp(ĝT

i lℓ)
(10)

Ŷ i,j =
exp(v̂T

i lj)∑ℓ=K
ℓ=1 exp(v̂T

i lℓ)
(11)

得られた予測結果と正解の隣接行列を用いて，材料木
の再予測の損失関数 LR を (i)と同様に交差エントロ
ピー誤差として計算する．
全体の損失関数: モデル全体を学習するための損失
関数 Lは，得られた損失関数 LT ,LP ,LRを用いて以
下のように書く．

L = LT + LP + αLR (12)

ただし，αはハイパーパラメータである．

4 実験
生成した材料木が文生成の性能を高めるか否かとい
う点と，文生成を同時学習することによって材料木を
予測しやすくなるか否かという二点を検証した．加え
て，材料木を再予測することによって，これらの性能
において更なる精度向上が見られるか否かも検証した．
以下，実験設定の詳細と，実験結果を報告する．
実験設定: 画像のエンコーダψには，[12]と同じエン
コーダを用いた．このエンコーダは，画像をResNet50
[5]でベクトルに変換し，得られた画像ベクトルと手順
ベクトルをあらかじめ 16万のレシピで距離学習を用
いて学習したものである．こうすることで，より料理
ドメインに適したベクトルが得られ，ResNet50の画
像ベクトルを利用するよりも以下の評価実験で良い性

能を得ることができた．この画像のエンコーダの出力
の次元数 dは 2,048である．材料ベクトルを得るため
のハイパーパラメータは，word2vecの出力の次元数を
300，材料の LSTMの次元数を 512と設定した．そし
て，隣接行列を得るための全ての biLSTMの出力の次
元数は全て 512として設定した．Gumbel softmaxの
温度パラメータ τ は，材料木を得る時，手順書を得る
時共に 0.5として固定した．なお，損失関数中のハイ
パーパラメータ αは 0.01として設定した．また，バッ
チサイズは 32とし，Adamを用いて最適化を行なっ
た．学習時，検証用データで最も BLEU4が高かった
モデルを評価するモデルとした．この実験では，手順
書生成のための Encoder-Decoderとして Images2seq
[6]，GLACNet [9]，RetAttn [12]，SSiD [2]，SSiL [2]
を利用した1．
自動評価尺度による評価: 材料木が文生成の性能
向上に貢献するか否かを調べるために，提案手法と，
Encoder-Decoderのモデルを用いて手順書をそれぞれ
生成し，手順書レベルでBLEU，ROUGE-L，CIDEr-
D，METEORを評価した．この時，公平に比較する
ために，文生成におけるEncoder-Decoderのモデルに
は画像を入力するだけでなく材料を提案手法の材料木
を予測する際に得られる材料行列へ変換し，その平均
ベクトルを写真列の最初の画像ベクトルと結合させて
入力した．表 2にその結果を示す．材料木を予測しな
がら文生成を行うことで，どのEncoder-Decoderを用
いても概ね性能が向上した．このことから，材料木を
予測し利用することは手順書生成に寄与することが分
かった．また，材料木を再予測することによって，さ
らに性能が向上し，BLEU4，ROUGE-L，CIDEr-D，
METEORで最も高い性能を得た．よって，材料木を

1SSiL の場合，生成文のクラスタ番号の予測結果と参照文のク
ラスタ番号の推移確率の間で KL ダイバージェンスを計算し，式
12 に加えている．
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表 2: 自動評価尺度による評価結果．
ベースライン BLEU1 BLEU4 ROUGE-L CIDEr-D METEOR
Images2seq [6] 30.2 5.1 18.0 23.9 20.8
RetAttn [12] 37.5 7.5 23.6 27.9 23.0
GLACNet [9] 33.2 7.4 23.8 23.6 23.2
SSiD [2] 32.9 7.1 24.4 32.3 23.3
SSiL [2] 33.8 7.3 24.7 20.2 22.3
+材料木予測
Images2seq 32.3 5.8 18.1 25.9 21.7
RetAttn 34.9 8.6 25.1 29.5 23.6
GLACNet 35.3 8.3 23.9 25.3 23.4
SSiD 36.5 8.6 25.1 29.0 24.0
SSiL 34.9 7.6 24.2 33.0 23.3
+材料木の再予測
Images2seq 33.0 5.3 20.8 33.1 20.3
RetAttn 37.1 9.1 24.6 30.4 23.6
GLACNet 37.2 8.7 25.6 35.2 24.4
SSiD 37.2 8.3 25.6 26.8 24.0
SSiL 36.4 7.9 24.9 27.9 23.8

表 3: 構造木の正解率．
材料-手順 手順-手順

文生成なし 0.691 0.895
+手順書生成
Images2seq 0.706 0.902
RetAttn 0.712 0.901
GLACNet 0.712 0.906
SSiD 0.701 0.904
SSiL 0.721 0.899
+材料木の再予測
Images2seq 0.719 0.902
RetAttn 0.717 0.902
GLACNet 0.719 0.899
SSiD 0.714 0.907
SSiL 0.737 0.906

再予測することは手順書生成の性能向上に寄与してい
ると言える．
構造木の正解率: 生成した材料木の性能を評価する
ために，テストセットの全ての材料木と比較して予測
した材料木の正解率を計算した．表 3にその結果を示
す．手順書生成をしなかった場合に比べ，手順書を同
時生成することによってより高い精度で材料木を予測
することができた．このことから，材料木を生成する
上で手順書を同時生成することは効果があると言える．
さらに，材料木を再予測することによって，さらに高
い性能で構造木を生成することができた．よって，材
料木を手順書から再予測することでは，写真列から材
料木を予測することにも効果があると言える．

5 おわりに
本研究では，コンピュータが作業構造を理解し発話
することを目的として，料理ドメインを対象にこの構
造と手順書を同時生成するという課題と，これを解決
するデータセットと手法を提案した．提案するデータ
セットである vSIMMRは，材料を初期状態として全

て葉に持ち，作業の中間状態を中間ノードが表現する
木構造からなるデータセットである．提案手法では，
この木構造を予測，生成しながら手順書を生成し生成
した手順書から再度木構造を予測するモデルを提案し
た．実験の結果，木構造と手順書生成を同時学習する
ことで，両タスクにおいて性能を向上しただけでなく，
再度木構造を予測することによって，更に性能を向上
したことを実験的に確認した．
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