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1 はじめに

外国語語彙学習における多義語の扱いについては，

類似した複数の語義の背後に核となる「コアミーニン

グ」があることを仮定し，これを核に，派生する意味

を教える教育法が提案されている [15]．例えば，英語

の “pool”には水泳のプールの意味の他に，“car pool”

など何かをためておいたものを表す意味があり，実

際に自然言語処理分野における英語の語義集合である

WordNetでも別の語義としてカウントされている．最

終的な目的が計算機による自然言語理解であるならば，

このように細かく語義を分けることは機械可読性の観

点から重要であろう．しかし，外国語の語彙学習の目

的では，これらを全く別の語義として，１つ１つ教育

していく方法は非効率であり，「ためておく」というコ

アミーニングを最初に教え，そこから派生して他の語

義を覚えさせた方が，学習者にとって理解しやすいこ

とは容易に分かる．こうした事例は，[15]において大

まかに解説されている．

一方，機械学習においては，近年，文脈を考慮して

単語の各出現（用例）に対して異なるベクトル表現を

求める「文脈化単語埋め込み」の手法が自然言語理解

の上で，大きなブレイクスルーを起こしている [4]．こ

れにより，従来は難しかった語義ごとの単語埋め込み

表現を出力する方法が研究されている [13]．語彙学習

における「コアミーニング」についても，文脈化単語

埋め込みの技術を活用して，実際に単語埋め込み表現

を求めることはできないだろうか？これが，本稿の主

たる動機である．

「コアミーニング」については，教育における概念

的な内容であることから，実際にどの語のコアミー

ニングがどういうものであるか，などを記したデータ

セットが，著者の知る限り存在しない．すなわち，教師

データがほとんど存在しない状況である．一方，語彙

学習支援においては，単語テストのデータは広く入手

でき，学習者が単語テストの各設問に正解するかどう

かを予測する，既習語予測モデルについては教師デー

タが存在する [5]．そこで，本稿では，既習語予測モデ

ルの中間表現として文脈化単語埋め込みから計算した

コアミーニングの表現を利用するニューラルモデルと

して，どのようなものが考えられるのかを議論する．

特に，コアミーニングは，細かい違いを捨象した表現

であるので，類似した複数の事例を「正常」か「異常

（外れ値）」かの２つに教師なしで分類する，深層異常

検知モデルが既習語予測モデルに組み入れられないか

議論する．

2 関連研究

2.1 深層異常検知

深層異常検知の近年の代表的な手法として，

DAGMM[12] が挙げられる．これは，混合ガウスモ

デルを深層化し，高次元ベクトルを扱えるようにした

手法である．語の多義性については，文脈化単語埋め

込み表現をクラスタリングして，各クラスタを語義と

みなしてまとめる手法が容易に考えられるが，混合ガ

ウスモデルはこのクラスタリングの代表的な手法であ

るため，親和性が高いと考えられる．

この手法では，入力ベクトル xをオートエンコーダ

を用いて低次元潜在表現 zを通じて再構成するニュー

ラルネットワークを考える．再構成したベクトルを

x′ = g(zc; θd) とし，潜在表現を zc = h(x; θe) とす

る．再構成したベクトルと元の入力の近さを測る関数

を zr = f(x,x′)とする．ここで，この近さとして複

数の尺度を利用して良い．最終的な潜在表現は潜在表

現と，再構成の誤差の表現をつなげた z = [zc, zr]と

なる．

潜在表現から，先は，基本的な混合ガウスモデルの

表記にしたがって，次のように定義される．ここで，
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Kがクラスタ数で，N はデータの数である．MLNは

Multi layer networkの略である．

p = MLN(z; θm), γ̂ = softmax(p) (1)

クラスタ kの負担率などは次で定義され，平均と分

散共分散行列は下記になる．

ϕ̂k =

N∑
i=1

γ̂ik
N

, (2)

µ̂k =

∑N
i=1 γikzi∑N
i=1 γik

, Σ̂k =

∑N
i=1 γ̂ik (zi − µ̂k) (zi − µ̂k)

⊤∑N
i=1 γ̂ik

(3)

最終的に，ある入力 xの潜在表現 zについて，これ

が異常値である度合いは下記のエネルギー関数であら

わされる．これは，直感的には，k番目のクラスタの

中心からΣk を用いて zへの距離を測り，どのクラス

タからも距離が大きいものを異常値とみなしていると

説明できる．

E(z) = − log

 K∑
i=1

ϕ̂k

exp
(
− 1

2 (z− µ̂k)
⊤
Σ−1

k (z− µ̂k)
)

√∣∣∣2πΣ̂k

∣∣∣


(4)

最後に，結局最適化する目的関数は下記となる．L

はベクトルの再構成に関する損失関数，P は罰則項で

あり，λはハイパーパラメタである．この目的関数を

ニューラル機械学習における標準的な最適化法によっ

て，ニューラルネットワークの良いパラメタを求める．

J(θe, θd, θm) =
1

N

N∑
i=1

L(xi,x
′
i)+

λ1

N

N∑
i=1

E(zi)+λ2P (Σ̂)

(5)

2.2 その他の関連研究

テキスト中で語学学習者にとって難しい語を探すタ

スクはComplex Word Identification (CWI)と呼ばれ

る [9, 11]．これらのタスクは，必ずしも語学学習者が

語を知っているかどうかには関わらず，母語話者や語

学学習者が，他の語学学習者にとって難しいと思われ

る語を発見するタスクであるところが異なる．

3 既習語予測問題の定式化

既習語予測問題に関しては，[14]の報告がある．こ

の方法では，やはり，既習語予測問題をニューラルな

モデルとして定式化している．

既習語予測問題では学習者，語，そして語彙テスト

の結果が訓練データとして与えられ，学習者が新規の

語に対して正答し得るかを予測する．これを踏まえ，

記法を整理する．M 種類の語彙 {v1, . . . , vM}と，J

人の学習者集合について考えよう．以後，語の添字と

してmを，学習者の添字として j を一貫して用いる．

語彙テストの結果は ym,j ∈ {0, 1}で与えられるもの
とし，ym,j = 1のとき，学習者 lj が語 vmに正答する

とき ym,j = 1，誤答であるとき ym,j = 0とする．

既存研究 [5, 7, 6]では，この時の学習者の反応 ym,j

を予測するため，学習者 lj の能 aj 力と語 vm の難易

度 dm から ym,j の反応が予測可能できるとする，テ

スト理論（項目反応理論，項目応答理論）[1]の考え

方を用いている．ここで σ(x) := 1
1+exp(−x) はロジス

ティックシグモイド関数である．

P (ym,j = 1|lj , vm) = σ(aj − dm) (6)

この式は aj > dm であるとき，確率が 0.5を超え，

被験者 lj が語 vm に関する問題に正答するとモデル

化される．すなわち，学習者の能力と語の難易度の差

aj − dmという値の正負で，反応を予測するというモ

デルである．

テスト理論は，いわゆる「試験」のデータを解析す

るためのモデルであるため，適用範囲を広くするため

に，被験者の正答・誤答データ ym,j を除いて，被験

者や設問に関する情報は入手できないことを通常想定

しており，各被験者・各設問ごとに能力値や難易度パ

ラメタを用意する．

これに対して，本研究の目的では，各設問が何らか

の「語」に対する反応を問うていることがわかってい

るため，dm に直接特徴量を入れるモデル化が考えら

れる [6]．例えば，実際にある被験者反応データにつ

いて，式 6を用いて dmを求めた後，均衡コーパス中

の単語頻度 freq(vm)の対数値を用いて dmを回帰する

と，よく相関するという報告がある [10, 2]．この結果

を陽にモデルに取り込み，各語に対して重みパラメタ

wm を用いて，次式のモデルを考えることができる．

dm = −wm · log(freq(vm) + 1) (7)

式 6に式 7を代入してまとめ，求めるパラメタが

{aj , wm}であることに注意すると，これは，自然言語
処理分野で多用される，単純な 2値のロジスティック

回帰と一致することがわかる [6]．
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4 ニューラルモデルにおける中心か

らの範囲内の単語頻度カウント

前述の方法は，単純にコーパス中の単語頻度を素性

としたロジスティック回帰を行うだけであった．この

ような単純な手法では，単語が多義語や幅広い意味を

もつ語であった場合に，あまり用いられないような例

外的な使用事例までカウントしてしまうことが容易に

考えられる．語彙テスト結果と均衡コーパス中の単語

頻度の関係を論じる応用言語学分野でも，同様の問題

は議論されてきたが，コーパス中のテキストを入れ替

えたり，頻度順位表をみて個別に入れ替えたりする手

法が中心的に議論されていた [8]．

提案手法では，語の出現ごとに単語表現ベクトルが

生成される，文脈化単語表現ベクトルを用いて，語の

頻度を修正する．今，語 vm の出現が Im 個あるとし

て，この Im個に対する文脈化単語埋め込みベクトル

の集合をXm = {xm,1, . . . ,xm,Im}と表記する．
前述のように，単語の難易度パラメタは単語頻度と

相関があることが知られている．本稿の目的では，こ

の単語頻度を，単純に表層的な単語の頻度ではなく，

個々の出現の文脈まで考慮し，「外れ値ではない」単語

の出現の回数が難易度パラメタと相関すると考えるこ

とが自然であるように思われる．前述のように，ある

単語のある出現 xm,i について，その異常値である度

合いは，E(zm,i)であらわされるので，これが閾値 ϵ

以内である単語の数だけカウントする事で単語頻度を

修正し freqadj(vm)とすることが考えられる．

dvm = − log(freqadj(vm) + 1) (8)

freqadj(vm) ≈
Im∑
i=1

tanh (C ·ReLU(ϵ− E(zm,i)))

(9)

ここで，上記において，ReLU(x) = max(0, x) と

し，C は大きい定数とする．

頻度を，ReLU関数と tanhを用いて式 9の形で近

似できることが，重要な点である．ReLU関数は負の

数が与えられれば 0を返し，tanhは大きい正の数に

対してほぼ 1を返す tanh(0) = 0を満たす関数である

ため，tanhの入力に大きな定数 C（例えば C = 100）

をかけることによって，個数を式 9で近似することが

可能となる．

これらの関数は，PyTorchなどの，自動微分や高度

な最適化関数を備えた標準的なニューラルネットワー

ク構築フレームワークに装備されているため，提案モ

デルもニューラルネットワークとして実装することが

可能である．

式 9は，DAGMMを適用して zを求めてしまって

から，あとで適用することも考えられるし，最終的に

パラメタを最適化するための目的関数を DAGMMと

組み合わせることによって，既習語予測モデルと同時

に解くことも可能となると予想される．また，閾値 ϵ

については，単語の語種によって異なることも考えら

れるので，語種ごとに事なる閾値を設けたり，ϵm に

対してハイパーパラメタを定義して，閾値の値が語種

によって大きくは変わらないように設定することも可

能であると考えられる．

また，もともとの目的のコアミーニングに関して言

えば，結局，zm,i が単語 vm の i番目の出現（用例）

に対するコアミーニングのベクトル表現とみなせるこ

とが予想される．

5 おわりに

本稿では，語彙学習におけるコアミーニングのベク

トル表現を深層異常値検知モデル DAGMM を基に，

中間表現として陽に求めながら既習語の予測ができる

モデルが構築できるモデルという新しい研究の方向性

を考え，具体的にそれを達成することが可能と予想さ

れるモデルを定式化した．語彙学習においては，コア

ミーニングのように，概念は直感的に理解できるもの

の，具体的なデータを作りにくいタスクが多くあり，

本稿がそのような研究の発展に役立てば幸いである．

今後の課題としては，実際にこのモデルを実装して実

験を行い，既習語の予測精度を評価すること，また，

求められたコアミーニングの解釈を説明可能 AIなど

の観点から評価することが挙げられる．また，[3]な

どを拡張し，語彙学習を強化学習の観点からモデル化

することも面白い．
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