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1 はじめに
会話データからの学習に基づく対話モデルは人手

によるパターンの作り込みを必要とせず，比較的低
コストで対話システムの構築が可能であるという
点から，近年の対話応答タスクにおける主流なアプ
ローチである．しかしそうした対話モデルでは，発
話のオウム返しや典型的なパターン（例: “私もそう
思います”) など，“safe response”と呼ばれる応答が
頻出し，多様性の低さが問題となっている [1, 2, 3].
その原因の一つに，対話データとモデルの性

質の乖離がある．多くの場合，対話においてある
発話に対する適切な応答は一意ではない．一方
で，近年の応答生成において標準的に用いられる
Encoder-Decoderモデルでは，対話タスクを発話から
応答への一対一の写像とみなして解くため，対話
データに対するモデルの最適化は困難なものとな
る．結果，学習データ中で頻出する単語やパターン
を単純に模倣することが目的関数を最適化するため
の有効な手段となり，safe responseが頻出する．
この問題に対し，条件付き変分オートエンコーダ

(Conditioned Variational Autoencoder, CVAE)に基づく
対話モデルは有望な手法の一つである [4, 5]．対話
タスクにおける CVAEは，発話・応答から推定した
事前・事後分布よりサンプルした潜在変数を用いて
応答の生成を行う．そのため，潜在変数の違いに
よって同じ発話に対し複数の応答が成立する，対話
データの多対多性を考慮した手法である．
しかしながら，こうしたモデルを用いたとしても

期待通りの効果が発揮されず，応答の多様性につい
て依然大きな改善が得られない場合がある [6]．本
研究ではその一因が学習時に用いる潜在変数のサン
プリングにあると考え，投機的サンプリングという
極めてシンプルな提案手法によりその解決を図る．
具体的には学習時に複数の潜在変数をサンプルし，

それぞれについて損失を計算し，最も損失が小さい
潜在変数を最適化に用いる．
実験では，Twitterから収集した対話データを用い
た応答生成により提案手法を評価する．生成された
応答に対して自動評価および人手評価を行い，提案
手法の有効性を確認した．

2 提案手法
2.1 事前知識: T-CVAE

提案手法の説明の前に，本研究におけるベー
スラインとして採用した，Transformer-based CVAE
(T-CVAE) [7]の概要を述べる．T-CVAEは Variational
Hierarchical Recurrent Encoder-Decoder (VHRED) [8]な
どのモデルと同様，CVAEに基づくモデルである．
従来のモデルがエンコーダおよびデコーダとして再
帰型ニューラルネットワークを用いていたのに対
し，T-CVAEは Transformer [9]を採用している．
対話タスクにおいてある発話 𝑥 および応答 𝑦

が与えられた際，T-CVAE は発話から事前分布
𝑝(𝑧 | 𝑥) ∼ 𝑁 (𝜇, 𝜎2I) を，発話と応答から事後分布
𝑞(𝑧 | 𝑥, 𝑦) ∼ 𝑁 (𝜇, 𝜎2I) を推定する．その後，分布か
らサンプルした潜在変数 𝑧を用いて生成を行う．具
体的な分布の推定としては発話・応答をエンコード
したベクトルによって，以下のように分布の平均 𝜇,
偏差 𝜎を計算する．
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(
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Attn* (·), MLP* (·) はそれぞれ注意機構 [10]，多層
パーセプトロンによる演算を示す．𝑐 は注意機構の
クエリとなるベクトルであり，タスクを通して学習
される．𝐸𝐿out (·)はエンコーダの最終層である．
訓練時は，以下の式で示される Evidence Lower

Bound (ELBO)を最大化することによって，モデル
の最適化を行う．𝐷𝐾𝐿 は分布間の Kullback–Leibler
divergence (KL divergence)を意味する．

log 𝑝(𝑦 | 𝑥) = log
∫
𝑧
𝑝(𝑦 | 𝑥, 𝑧)𝑝(𝑧 | 𝑥)𝑑𝑧

≥ 𝔼𝑞 (𝑧 |𝑥,𝑦) [log 𝑝(𝑦 | 𝑥, 𝑧)]
− 𝐷𝐾𝐿 (𝑞(𝑧 | 𝑥, 𝑦)∥𝑝(𝑧 | 𝑥)) (5)

この最適化により，発話・応答の両方から推定し
た事後分布と発話のみから推定した事前分布は近づ
く．その結果，テスト時においても，発話から適切
な事前分布を推定した上で応答生成が可能となる．

2.2 潜在変数の投機的サンプリング
1節で述べたように，CVAEに基づく対話モデル

を用いたとしても，多様性の高い応答が得られない
場合がある．そうした状況においては，モデルは注
意機構などによって計算されるベクトルのみに頼
り，多様な応答を生み出すために導入された潜在変
数 𝑧を無視して生成を行ってしまう．結果，潜在変
数の応答への影響を考慮せずに事前・事後分布間の
KL divergenceについて過度な最適化が行われること
から，この問題は KL vanishingと呼称される．
我々は KL vanishingの一因は，分布からサンプリ

ングされた潜在変数と与えられた訓練例の不一致に
あると考えた．学習過程の初期においては推定され
た分布の質は低く，与えられた応答を生成するにあ
たり，サンプルされた潜在変数が必ずしも適切では
ない場合がある [11]．
加えて，我々は十分訓練が進んだ後もこの問

題は発生すると考える．事前分布と事後分布は
KL-divergence の最適化によって互いに近くなる．
そのため訓練例として与えられた応答とは異なる応
答に対応した，ある時点のモデルにとって訓練時に
サンプルすべきではない潜在変数を選んでしまう可
能性が存在する．いずれの場合も，その時点のモデ
ルにおける潜在変数空間にそぐわない最適化が行わ
れ，学習を困難にする．
そこで本研究ではこの問題を解決するため，潜在

変数の投機的サンプリング (Speculative sampling)を

提案する．提案手法は学習時にのみ潜在変数を 𝐾個
サンプルし，そのそれぞれについて損失を計算した
後，最も小さな損失に繋がる潜在変数のみを最適化
の対象とする．具体的には，以下の式における 𝐿 (𝑧)
を最小化する．

𝐿 (𝑧) = −𝔼𝑞 (𝑧 |𝑥,𝑦) [log 𝑝(𝑦 | 𝑥, 𝑧)]
+ 𝐷𝐾𝐿 (𝑞(𝑧 | 𝑥, 𝑦)∥𝑝(𝑧 | 𝑥))

𝑧 = argmin
𝑧𝑘

𝐿 (𝑧𝑘 ) (6)

3 実験設定
3.1 モデル
本研究では，T-CVAE [7] を基本となる対話モデ
ルとする．各手法はすべて fairseq (v0.8.0) [12]上に
自ら実装を行った．主要なハイパーパラメータは
Transformer-base [9] に倣い，最大 250,000 ステップ
訓練を行った．学習の安定のため，事前学習した
CBoW [13]ベクトルによってモデルの埋め込み層の
初期化を行った．
実験では T-CVAEおよび，以下の手法を T-CVAE
に対して適用したモデルを比較する．
Monotonic annealing [14]: 式 (5)における第二項，KL
divergenceに対し変数 𝛽によるアニーリングを行う．
𝛽は 0から始まり，学習の進行とともに 1へと線形
に増加する．アニーリングの期間は 1 エポックと
した．
Cyclical annealing [11]: KL divergenceの項に対し，変
数 𝛽 による周期的なアニーリングを行う．本研究
では 1周期を 1エポックとした．𝛽 は前半の 0.5エ
ポックの間は 0から 1へと線形に増加し，後半の 0.5
エポックの間は 1を取る．
BoW loss [5]: 潜在変数と応答に含まれる単語との関
連性を強めるため，学習時に与えられた応答に含ま
れる単語の集合を潜在変数から推定するタスクを加
え，対話タスクとの同時最適化を行う．
Speculative sampling: 2.2節参照．潜在変数のサンプ
ル数 𝐾 は開発データから 5に決定した．

3.2 データセット
本稿における実験のために，我々の研究室にお
いて継続的に収集している Twitterデータ上で行わ
れたツイート・メンションの組を 1 ターンの対話
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BLEU dist-1 dist-2 平均長
参照応答 - 4.11 30.60 12.01

T-CVAE 2.48 1.14 4.24 15.68
Mono. annealing 2.73 1.27 4.47 13.99
Cycl. annealing 2.73 1.19 4.24 14.01
BoW loss 1.97 1.56 8.74 10.18
Speculative sampling 2.91 1.57 6.48 11.31

表 1 自動評価の結果．各評価尺度ごとに，参照応答に
最も近いものをハイライトした．

としてみなした上で，対話データセットの構築を
行った．訓練・開発データには 2017年および 2018
年のもの，評価データには 2019 年のものを用い
た．訓練・開発・評価データのサイズはそれぞれ
18,116,756件，191,890件，96,276件である．またコ
ストの問題から，人手評価を全ての例に対して行う
事は困難である．そこで実際に行われた発話・応答
のみを見て，人手評価が比較的容易な 100件の会話
をテストデータから抽出し，人手評価用のデータと
した．
データの前処理としては簡単なフィルタリングに

よってリツイートや botによるメンションなど，対
話として不適切なものを除いた後，MeCab1）を用い
て形態素解析を行った．その後，SentencePiece2）を
用いてサブワード分割モデルの学習および発話・応
答のサブワードへの分割を行った．

3.3 評価尺度
生成された応答に対し，自動評価および人手評価

を行う．自動評価の尺度としては標準的に用いられ
る，BLEU [15]， dist-𝑛 [1]，応答の平均長を採用す
る．人手評価では Adiwardanaらの研究 [16]を参考
に，1. 応答の明快さ・発話との関連性 (Sensibleness)
と，2. 応答の独特さ・面白さ (Specificity)について，
5段階の点数付けを行うことで，提案手法が意図し
た効果を得られているかを定量的に確認する．

4 実験結果
4.1 自動評価
表 1 に自動評価による結果を示す．BoW loss を

除き，追加の手法を適用したモデルはどれも純粋
な T-CVAE と比べて若干高い BLEU スコアを達成
した．しかし目標である応答の多様化が達成された
としても，生成された応答が参照応答と類似すると
1） https://taku910.github.io/mecab
2） https://github.com/google/sentencepiece

Sensibleness Specificity Average

T-CVAE 3.550 1.590 2.570
Mono. annealing 3.380 1.520 2.450
Cycl. annealing 3.425 1.530 2.478
BoW loss 2.780 1.885 2.333
Speculative sampling 3.610 1.725 2.668

表 2 人手評価の結果 (相関係数 𝜌 = 0.602)．

は限らないことから，直接的な BLEUスコアの改善
には繋がりにくい．そのため，この結果は各手法に
よってモデルの学習が改善されたことで，ノイジー
な出力が減った事による副次的な効果であると考
えられる．加えて，T-CVAEの応答平均長が最も長
く，他のモデルではいずれも減少していることも同
じ言葉の反復などのノイズの抑制を示唆している．

dist-1/2については BoW lossおよび提案手法であ
る Speculative sampling が他のモデルと比較して高
い値を達成した．BLEUスコア及び後述する 4.2節
における結果も示すように，BoW lossがその代償と
して発話との関連性を損なっているのに対し，提案
手法は高い BLEUスコアを保ちつつ，多様な単語を
含む応答を生成出来ている．

4.2 人手評価
表 2 に人手評価による応答の Sensibleness, Speci-

ficity,およびその平均値を示す．全体としては，自
動評価と概ね類似する傾向であった．Monotonic
annealingおよび Cyclical annealingによる大きな改
善は確認されず，BoW loss と Speculative sampling
を適用したモデルが高い Specificityを示した．また，
BoW lossの Sensiblenessは低く，出力の多様化の代
償に応答の明快さが損なわれている．
一方で，提案手法である Speculative sampling は

Sensibleness, Specificityが共に高く，潜在変数空間に
ついての学習手法を改善することで応答生成の性能
向上が果たされたと言える．

4.3 分析
訓練の結果，各モデルの分布にどのような変化が
見られるかを確認するため，表 3に開発データに対
する KL divergence, 事前分布の平均 𝜇𝑝 および偏差
𝜎𝑝 のノルムについて，それぞれ平均を示す．
まず，Monotonic annealingおよびCyclic annealing

について，T-CVAEと比較して KL divergenceの値は
若干上昇した．しかし，自動・人手評価の結果と同
様大きな変化は見られず，十分に訓練を行った後
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KL-divergence ∥𝜇𝑝 ∥ ∥𝜎𝑝 ∥

T-CVAE 0.003 0.240 21.742
Mono. annealing 0.060 0.216 15.155
Cycl. annealing 0.088 0.330 15.268
BoW loss 24.073 36.949 92.003

Speculative sampling (𝐾 = 2) 0.621 0.638 21.746
Speculative sampling (𝐾 = 5) 1.573 0.953 20.949
Speculative sampling (𝐾 = 10) 2.192 1.053 20.347
Speculative sampling (𝐾 = 20) 2.910 1.120 18.743

表 3 KL-divergenceおよび事前分布の平均 𝜇𝑝，
偏差 𝜎𝑝 のノルム．

発話 急募喉の痛みの緩和方法
T-CVAE 病院に行った方がいいですよ。
Mono. annealing 葛根湯を飲んでみては?
Cycl. annealing お大事にしてください...!
BoW loss 胃腸炎にならなくていいと思います。
Spec. sampling ビタミン Cを摂るといいよ。

表 4 生成された応答例．

は，KL vanishingが発生している．
BoW loss の分布は大きく異なる性質を示した．

KL divergenceおよび分布の平均・偏差のノルムは，
他のモデルと比べ非常に大きな値となっている．
BoW lossにおける潜在変数から応答に含まれる全て
の単語を推定する，というタスクはモデルに潜在変
数空間を個々の応答の意味に対応させる非常に強い
制約として働いており，KL vanishingは発生してい
ない．しかしこの制約を満たす潜在変数空間を学習
するのはモデルにとって非常に困難である．そのた
め事前分布の範囲が大きく拡大した結果，発話との
関連性が薄い応答に対応した潜在変数が頻繁にサン
プルされるようになり，文脈に沿わない応答を生成
しがちになったと考える（表 4）．
提案手法について，4.1節，4.2節で評価した 𝐾 = 5

のモデルの他に，異なる 𝐾 の値で訓練した時の各統
計量も示した．どの 𝐾 の値を設定した場合におい
ても KL divergenceは T-CVAE，つまり 𝐾 = 1の場合
と比較して高い値を示し，提案手法の狙い通り KL
vanishingの抑制が行われたと考える．
興味深いことに 𝐾 の値を増やすほど，KL-

divergenceの値も増加した．提案手法では 𝐾 の増加
とともに訓練時に潜在変数の候補は増えるため，与
えられた応答に対しより適切な潜在変数の選択が
可能になる．そのため，これは与えられた訓練例と
サンプルされた潜在変数との不一致が学習の妨げ
となっているという，我々の仮説を裏付ける結果に
なったと考える．

5 関連研究
対話応答における応答の多様化のためのアプロー
チは以下の 3 つに大別される．1. 個人適応に代
表される，対話における発話外の情報を用いる手
法 [17, 18, 19, 20]，2. 生成時または学習時の目的関
数によって応答を多様化する手法 [1, 21]，3. 応答の
生成過程にランダム性を導入する，変分オートエン
コーダに基づく手法 [14, 5, 22, 11, 3, 23]である．
提案手法は 3つ目の区分に該当し，特に CVAEに
おける KL vanishing の解決を目的とした手法であ
る．同様の試みのうち，Bowmanら [14]や Fuら [11]
は，学習初期の信頼性の低いモデル上で推定され
た分布の最適化が性能低下に繋がると考え，KL
divergenceの重みのスケジューリングを行った．He
らも同様の考えから，エンコーダの最適化を優先し
て行うことでその解決を試みた [24]．
一方，Zhaoらの研究は，潜在変数に対して追加の
損失によってより直接的な制約を与えることで KL
vanishingを抑制するものである [5]．Gaoらの研究
も潜在変数空間に対する制約によって，応答との対
応付けを行うという点で類似している [3, 23]．
提案手法は前者のスケジューリングによって学
習を安定させる試みに近い．しかし我々は，潜在変
数と訓練例の不一致は KL divergenceの最適化の影
響により常に発生し得ると考え，学習の進行度を問
わず適用可能な手法を提案した．また，提案手法は
モデルの構造や目的関数に変更を加えない．そのた
め，既存手法との併用が可能である．

6 おわりに
本研究では対話タスクにおける応答生成の多様
化のため，変分オートエンコーダの学習時に生じる
KL vanishing の解決のための手法を提案した．KL
vanishingの一因は学習時の訓練例とサンプルされた
潜在変数の不一致にあると考え，その解決を図るべ
く潜在変数の投機的サンプリングを提案した．生成
された応答に対し自動評価および人手評価を行い，
提案手法による効果を確認した．
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